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Zastosowanie sieci neuronowych Kohonena do prognozowania
obcigzen elektroenergetycznych

Streszczenie. Praca przedstawia analize zastosowania réznych algorytméw uczgcych Kohonena w prognozowaniu profili obcigzern w matym
systemie elektroenergetycznym w Polsce. W badaniach numerycznych, przeprowadzonych w srodowisku programistycznym MATLAB, wziety udziat
algorytmy WTA, CWTA, gaussowski WTM oraz algorytm gazu neuronowego WTM. Prognozowanie przeprowadzane zostato na podstawie
usrednionych wag neuronéw zwyciezajgcych w przesztosci dla danego typu dnia tygodnia.

Abstract.. The paper shows the application of self-organizing methods in Kohonen network for prediction of the profiles of load in a small power
system in Poland. Four learning methods were used: WTA, CWTA, Gaussian WTM and neural gas. The prediction of power consumption has been
limited to the profile of load. The vector profile prognosis is equal to the average of vectors of the winning neurons in the appropriate days of the
week and month. The application of self-organizing methods in Kohonen network for prediction of the profiles of load in a small power

system
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Wstep

Praca przedstawia zastosowanie sieci
samoorganizujgcych, w szczegélnosci sieci Kohonena, do
prognozowania obcigzen w matym systemie
elektroenergetycznym. Przeanalizowane zostaly rézne
algorytmy samoorganizacji (WTA, CWTA, gaussowskKi
WTM, algorytm gazu neuronowego WTM [5]) pod katem ich
zdolnosci do  minimalizacji  wartosci  oczekiwanej
znieksztatcenia, czyli btedu kwantyzacji. Algorytm uczacy,
przy uzyciu ktérego uzyskuje sie najnizszy btgd kwantyzacji,
zostat uzyty do prognozowania rozktadu czasowego
obcigzen elektroenergetycznych. Praca przedstawia i
analizuje wyniki statystyczne prognozowania.

Dekompozycja obcigzenia na skladowa stata i zmienng

Obcigzenie elektroenergetyczne kazdej doby zawiera
pewne statystyczne i regularnie powtarzajgce sie
prawidlowosci tworzgce wzorzec godzinny obcigzenia
elektroenergetycznego systemu, ktéry podlega cyklicznym
zmianom [1,3,7,9]. Aby wyeliminowa¢ wptyw tych zmian,
specyficznych dla danego dnia roku, wyodrebniono czes¢
zmienng obcigzenia dla kazdej godziny analizowanego
dnia, pozostajgcej po odjeciu Sredniego obcigzenia badanej
doby. W ten sposéb powstaje tak zwany profil godzinny
obcigzenia zmiennego dla dnia j-tego, ktory wyraza sie
wzorem

(1) p(J’h)ZPrz(Jah)_Pm(J)

gdzie: h = 1, 2, ..., 24 — kolejne godziny doby; p(j,h) —
wektor obcigzehn zmiennych (profilowych) dnia j-tego, p; =
[pG. 1), pG,2), ..., p(,24)]; Pr(j,h) — rzeczywisty pobdr mocy
w systemie elektroenergetycznym o godzinie h w dniu j-tym;
Pm(j) — obcigzenie $rednie systemu w dniu j-tym.

Profil ten bedzie poddany prognozowaniu przy uzyciu
sieci Kohonena [5]. W badaniach eksperymentalnych uzyto
danych z matego systemu elektroenergetycznego
obejmujacych osiem lat: od 2000 do 2007 roku (tgcznie
2922 dni). Zbiér ten podzielony zostat na podzbiér uczacy
oraz weryfikujgcy (zbior testujgcy nie uczestniczacy w
uczeniu stuzacy sprawdzeniu wytrenowanego systemu
predykcji). W sktad zbioru danych uczacych wchodzito 6 lat
z okresu 2000-2005 (czyli 2192 dni), natomiast w sktad
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zbioru danych testujgcych wchodzg 2 lata: 2006—2007 (czyli
730 dni).

Metody badawcze

Celem uczenia w sieciach samoorganizujgcych poprzez
konkurencje jest minimalizacja btedu kwantyzacji, ktory
wyraza sie wzorem [5]

2
(2) Eq :lpiZ:,HXi _Ww(i)H

gdzie: x;— wektor wejsciowy; p — liczba danych (wektorow
wejsciowych) podlegajgcych samoorganizacji; wwg — waga
neuronu zwyciezajgcego przy prezentacji wektora x;.

Proces uczenia neuronéw  samoorganizujgcych
dokonujgcych  grupowania  danych ~w  przestrzeni
wielowymiarowej moze by¢ definiowany na wiele
sposobow. W pracy zastosowano adaptacje wag neuronéw
w trybie on-line, w ktérym kazdy neuron jest modyfikowany
po pojedynczej k-tej prezentacji wzorca wejsciowego X
wedtug odpowiedniego algorytmu. Zastosowano cztery
odmiany algorytméw samoorganizacji poprzez konkurencje:
algorytm WTA, CWTA, WTM gaussowski i gazu
neuronowego.

Algorytm WTA

Pierwszym algorytmem uzytym w badaniach byt zwykty
algorytm WTA (Winner Takes All). Dazy sie w nim do
minimalizacji odlegtosci wektora x od wektora wagowego
neuronu zwycieskiego lub do maksymalizacji iloczynu
skalarnego wektora uczgcego x oraz wektora wag w:
x'w — max. W ten sposob wytania sie neuron zwyciezce.
Zwycieski neuron adaptuje swoje wagi w kierunku wektora
x wedtug wzoru (3), w ktéorym n oznacza wspoétczynnik
uczenia o wartosci malejgcej liniowo w kolejnych iteracjach.
Pozostate neurony nie adaptujg swoich wag [6].

3) W, = W, +77(X =W, )

W toku badan symulacyjnych w srodowisku MATLAB
[5], wymiary macierzy neuronéw ustalono na 10 x 10 (liczba
neuronéw réwna 100). Uzyto cigglych zmian sasiedztwa
wedtug funkcji gaussowskiej. Na rysunku 1 przedstawiono
odwzorowanie danych przez sie¢ Kohonena z uzyciem
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algorytmu WTA. Rysunek 1a prezentuje wynik rzutowania
PCA [5] na dwa najwazniejsze skfadniki gtéwne, a rys. 1b
kolejne wartosci 24-elementowych wektorow wagowych
100 neuronéw Kohonena uksztattowane w wyniku procesu
uczgcego. Widoczne sg znaczne réznice w lokalizacji
wzorca wag (e) poszczegdlnych neuronéw zwyciezcow od
potozenia danych testujgcych (x). Wektor wagowy
zwyciezcOw nie reprezentuje odpowiednio  wiernie
potozenia wektora rzeczywistych obcigzen energetycznych.
Na rys. 1b przedstawiono rozkiad obcigzen profilowych
przypisanych 100 neuronom sieci Kohonena dla algorytmu
WTA. Zaobserwowa¢ mozna znaczng roznice w ksztatcie
obcigzen profilowych 24-godzinnych przypisanych 100
neuronom w porownaniu do typowego dobowego profilu
obcigzenia.
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Rys.1. Odwzorowanie: a) dwuwymiarowe danych uczacych przez
algorytm WTA sieci Kohonena za pomoca przeksztatcenia PCA
wraz z danymi testujgcymi,

b) obcigzenia profilowe przypisane 100 neuronom sieci

“'l
=

Przy 100 neuronach biorgcych udziat w obliczeniach,
uzyskano btad kwantyzacji E; = 0,1343.

Algorytm CWTA

Zastosowany algorytm uczacy zwany jest w skrocie
CWTA (Conscience Winner Takes All). Zgodnie z tym
algorytmem, podobnie jak w WTA, tylko zwycieski neuron
ma prawo adaptacji swoich wag. Dla unikniecia przypadku,
w ktérym pewne neurony nie majg zadnych szans wygrac z
neuronami najsilniejszymi na skutek niefortunnej inicjalizacji
losowej wag, wprowadzony zostat tzw. mechanizm
sumienia (ang. conscience).

Podczas uczenia metodg CWTA wyznaczany jest w
pierwszej kolejnosci neuron zwycieski. Neuron zwycieski to
taki, ktérego wagi synaptyczne sg najbardziej zblizone do
przytozonego wektora danych wejsciowych z
uwzglednieniem liczby dotychczasowych  zwyciestw,
zgodnie ze wzorem [5]
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d(x,w, )= min N, -d

1<i<N
(4) Pi = Pmin
gdzie: N; — liczba zwyciestw i-tego neuronu; wartos¢
startowa N;= 1, d=||x-w;|| — norma wektorowa okreslajaca

odlegtos¢ wektora x od wag neuronu wi;.

Nastepnie modyfikowane sg wagi neuronu zwycieskiego w,
w kierunku zadeklarowanego wektora wejsciowego x.
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Rys.2. Odwzorowanie: a) danych uczacych przez algorytm CWTA
sieci Kohonena za pomoca przeksztatcenia PCA wraz z danymi
testujgcymi, b) obcigzenia profilowe przypisane 100 neuronom sieci
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Norma d moze by¢ normg Euklidesowg lub definiowang
w postaci iloczynu skalarnego. Neuron zwycieski podlega w
trakcie uczenia adaptacji wag wedtug reguty Kohonena
zgodnie ze wzorem (5). Pozostate neurony przegrywajace
konkurencje pozostajg przy swoich dotychczasowych
wartosciach wag.

) w,(k+1)=w,(k)+7,K)[x-w(K)]

gdzie n oznacza wspétczynnik uczenia, malejacy w trakcie
kolejnych iteracji do zera.

Na rysunku 2a przedstawiono odwzorowanie
dwuwymiarowe danych uczgcych stanowigcych wektory
wagowe neurondw sieci Kohonena (e) przy wykorzystaniu
algorytmu uczgcego CWTA przeksztatconych za pomoca
PCA wraz z danymi testujgcymi (x). Zaobserwowaé mozna
znaczng poprawe wiernosci odwzorowania lokalizacji
danych testujgcych przez wektory wagowe zwyciezcow
(obszar danych wejsciowych i wag neuronéw zwycieskich
jest znacznie bardziej spojny niz w przypadku algorytmu
WTA).

Na rysunku 2b przedstawiono rozktad obcigzen
profilowych przypisanych 100 neuronom sieci Kohonena dla
algorytmu CWTA. W tym przypadku réwniez widac
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poprawe, gdyz ksztatt obcigzen przypisany neuronom jest
zblizony do typowego dobowego profilu obcigzenia.

Przy 100 neuronach biad kwantyzacji dla algorytmu
CWTA wyniést Eq = 0,0603. Wzgledem algorytmu WTA jest
to znaczgcy spadek wartosci btedu o okoto 55%.

Algorytm gaussowski WTM

Kolejnym zbadanym algorytmem jest WTM (Winner
Takes Most). Rézni sie on od poprzednich tym, ze nie tylko
zwycieski neuron ma prawo adaptowaé swoje wagi, ale
rébwniez neurony z jego sgsiedztwa. Im wieksza odlegtosé
danego neuronu od zwycigzcy, tym mniejsza jest zmiana
wartosci wag tego neuronu. Adaptacja wag neurondéw
przebiega wedtug wzoru Kohonena [5].

(6) Wi (_Wi +ﬂG(i,X)[X—Wi]

gdzie: i — neurony nalezgce do sagsiedztwa zwyciezcy; n —

wspoétczynnik uczenia; G(i,x) — funkcja gaussowska
sgsiedztwa.
W  szczegolnym  przypadku przyjmujgc  funkcje

sgsiedztwa w postaci G(i,x) = 1 dla i = w oraz G(i,x) = 0 dla
i #w otrzymuje sie klasyczny algorytm WTA.
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Rys.3. Odwzorowanie: a) danych wejsciowych przez algorytm
gaussowski WTM sieci Kohonena za pomoca przeksztatcenia PCA,
b) obcigzenia profilowe przypisane 100 neuronom sieci

Na rysunku 3a przedstawiono odwzorowanie danych
uczacych uzyskane w wyniku uczenia wektorow wag (e)
sieci Kohonena z wykorzystaniem algorytmu
gaussowskiego WTM i funkcji sgsiedztwa gaussowskiego
przeksztatconych za pomocg PCA (dane systemu
elektroenergetycznego oznaczone symbolem x). Zbieznos¢
odwzorowania danych poprzez wektory wagowe neuronéw
jest gorsza niz w przypadku CWTA.

Rysunek 3b przedstawia poréwnawczo rozktad
obcigzen profilowych przypisanych 100 neuronom sieci

Kohonena dla algorytmu gaussowskiego WTM. Przy 100
neuronach biorgcych udziat w uczeniu btad kwantyzacji
wyniést E;= 0,0790. Jest to zatem warto$¢ o ponad 31%
wieksza niz ta, uzyskana metodg CWTA.

Algorytm gazu neuronowego WTM

Algorytm gazu neuronowego jest pewng odmiang
algorytmu WTM. Wszystkie neurony podlegajg sortowaniu
w kazdej iteracji w zaleznosci od odlegtosci neuronéw od
wektora x. W kolejnym kroku neurony sg sortowane w
porzgdku narastajgcych odlegtosci zgodnie ze wzorem [5]

) d,<d, <d,<...<d_,

W algorytmie tym funkcja
definiowana wedtug wzoru

®) G, X)—exp( m/(l')j

gdzie: m(i) — kolejnos$¢ neurondéw posortowanych (m(i) = 0

sgsiedztwa G(i,x) jest

1, 2, ..., n—1; A — parametr malejgcy w funkcji czasu.
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Rys.4. Odwzorowanie: a) danych uczacych przez algorytm gazu
neuronowego WTM sieci Kohonena za pomocg przeksztatcenia
PCA, b) obcigzenia profilowe przypisane 100 neuronom sieci

Jesli A = 0, wtedy adaptacji wag podlega wytacznie
neuron—zwyciezca, a wiec otrzymujemy algorytm WTA.
Jezeli natomiast A # 0, wtedy wagi wielu neuronéw
podlegajg adaptacji, a jej intensywno$¢ zalezy od aktualnej,
zmieniajgcej sie w czasie wartosci funkcji sgsiedztwa G(i,x).

Na rysunku 4a przedstawiono potozenia wektorow
wagowych (e) sieci Kohonena z wykorzystaniem metody
gazu neuronowego WTM, przeksztatconych za pomocag
PCA oraz danych uczgcych (x). Doktadno$¢ odwzorowania
jest zblizona do tej, uzyskanej za pomocg metody CWTA.

Na rysunku 4b przedstawiono rozktad obcigzen
profilowych przypisanych 100 neuronom sieci Kohonena dla
algorytmu gazu neuronowego WTM.
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Uzyskano btad kwantyzacji E; = 0,0610. Jest to biad
tylko okoto 1,1% wiekszy niz btgd kwantyzacji w metodzie
CWTA.

Sposréd czterech przebadanych algorytmoéw uczacych,
najmniejszy btad kwantyzacji wystepuje w przypadku uzycia
w uczeniu algorytmu CWTA i wynosi 0,0603. Wyniki
porébwnawcze bteddéw kwantyzacji odpowiadajgce réznym
algorytmom uczgcym przedstawiono w tabeli 1.

Tabela 1. Zestawienie btedéw kwantyzacji dla ré6znych algorytméw
uczacych

Badany algorytm Btad kwantyzacji E,
CWTA 0,0603
WTA 0,1343
gaussowski WTM 0,0790
gaz neuronowy WTM 0,0610

Najlepszym dopasowaniem obcigzen profilowych 100
neuronéw odznacza sie algorytm CWTA (rys. 2a,b),

natomiast najmniejszg doktadno$¢ odwzorowania uzyskuje
sie stosujgc algorytm WTA (rys. 1a,b). Stad algorytm CWTA
zostanie uzyty do badahn prognostycznych w sieci
elektroenergetyczne;j.

Prognozowanie obcigzen

Do badan uzyto sieci Kohonena o nastepujacych
parametrach: algorytm uczgcy — CWTA, wymiary sieci:
10 x 10, stata poczgtkowa uczenia a = 0,5 zmieniajgca sie
liniowo do zera w kolejnych iteracjach, losowa inicjalizacja
wartosci wag sieci. Dla ustalenia przewidywanego
obcigzenia na okreslony dzieh roku w pierwszej kolejnoci
utworzona  zostata  tablica  rozkladow  zwyciestw
poszczegdlnych neuronéw sieci Kohonena dla danego dnia
tygodnia. Na rysunku 5 przedstawiony zostat przykladowo
rozktad zwyciestw neuronow dla poniedziatkéw z dwdch lat
(2006-2007).

Tabela 2. Zestawienie liczby zwyciestw neurondw dla poniedziatkéw w kazdym miesigcu w ciggu dwéch lat

miesigc nr neuronu (liczba zwyciestw)
styczen 6(1) 20 (2) 22 (3) 43(2) 46 (1) 92 (1)
luty 43 (3) 48 (4) 89 (1)
marzec 48 (6) 62 (2)
kwiecien 10 (4) 49 (1) 60 (1) 62 (1) 85 (1) 93 (1)
maj 35 (1) 47 (4) 55 (3) 60 (1)
czerwiec 35 (8)
lipiec 35 (3) 38 (6) 55 (1)
sierpien 3(1) 10 (1) 38 (1) 55 (5)
wrzesien 10 (1) 49 (7)
pazdziernik 9 (8) 20 (2)
listopad 22 (1) 89 (7)
grudzien 2(1) 11.(1) 22 (2) 27 (1) 89 (4)
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Rys.5. Rozktad zwycigstw neuronéw dla poniedziatkéw przy prognozie obcigzen w kolejnych miesigcach w ciggu dwoch lat

Dla kazdego miesigca, w ciggu dwoch lat, wykonany
zostat histogram zwyciestw neurondw. Istniejg pewne
zaleznosci charakterystyczne dla konkretnych poér roku, np.
w miesigcach jesiennych (listopad i grudzien) czesto
zwyciezat neuron nr 89 (11 zwyciestw dla dwoch miesiecy)
oraz neuron nr 22 (3 zwyciestwa). Z kolei w miesigcach
najcieplejszych (lipiec i sierpien) czesto zwyciezat neuron nr
38 (7 zwyciestw dla dwoch miesiecy) oraz neuron nr 55 (6
zwyciestw).

W tabeli 2 wyszczegdlniono przyktadowo numery
neuronéw zwyciezajgcych w poniedziatki kazdego miesigca
z okresu dwoch lat oraz podano ich liczbe zwyciestw
(wartos¢ w nawiasie).
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Aby  okreslic  przewidywany profil  obcigzenia
energetycznego dla konkretnego dnia (np. poniedziatku) w
okreslonym roku, nalezy przyjg¢ usrednione wartosci wag
neuronéw bedacych zwyciezcami, do ktérych przynalezat w
przesztosci dany dzien tygodnia [3,6,9,10]. Prognozowany
wektor profilowy dnia j-tego oblicza sie wedtug wzoru (9):

ikjiwi
pj — i=1
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gdzie: i — numer neuronu; j — numer dnia podlegajgcego
prognozowaniu; kj — liczba zwyciestw i-tego neuronu w dniu
Jtym w badanym okresie czasu; w; — wektor wag
zwycieskiego neuronu w dniu j-tym z przesztosci.

Na rysunku 6 przedstawiono graficzne poréwnanie
obcigzenia dobowego z wartoSciami prognozowanymi w
wybranym dniu (poniedziatek 23.01.2006 roku).

Linia przerywana odwzorowuje przebieg
znormalizowanego obcigzenia dobowego po dodaniu do
wartosci prognozowanej wartosci sredniej obcigzenia w tym
dniu (przyjeto warto$¢ $rednig poniedziatku z poprzedniego
tygodnia), natomiast linia ciggta wartosci rzeczywiste.
Ksztatt obu linii pokrywa sie znaczaco dla poszczegdélnych
godzin doby. Btad MAPE wyniést dla tego przypadku
2,01%. Najwieksze rozbieznosci pomiedzy obcigzeniem a
prognozg mozna zaobserwowa¢ dla godzin szczytu
wieczornego od godz. 16 do godz. 20. Najlepsze
dopasowanie obu charakterystyk wystepuje dla godzin
porannych od godz. 5 do godz. 10 oraz dla godzin nocnych
od godz. 21 do godz. 24.

17

0.95 /-

== /7 \
091 e N\~ A1

|—-- bmgnoza
obcigzenie

0 5 10 15 20 25

h

Rys.6. Charakterystyka obcigzenia dobowego dla wybranego dnia
w roku (poniedziatek 23.01.2006 rok) wraz z prognoza

Tabela 3. Statystyka btedéw testowych MAPE dla poszczegdinych
dni tygodnia na przestrzeni 2 lat

Dzien tygodnia Liczba dni MAPEstd [%]

Poniedziatek 105 4,94+0,06
Wtorek 104 2,38+0,02
Sroda 104 2,2140,02
Czwartek 104 1,84+0,01
Pigtek 104 4,26+0,03
Sobota 104 3,29+0,02
Niedziela 105 5,18+0,04
Srednio - 3,44+0,03

W tabeli 3 przedstawiono wyniki statystyczne btedu
MAPE obcigzen dobowych dla wszystkich dni tygodnia
uzyskane tg metodg dla dwu lat biorgcych udziat w
testowaniu. Sredni btgd prognozy dla wszystkich dni
tygodnia w testowanym okresie 2 lat wyniost 3,44%.

Whnioski

W pracy przebadane zostaty algorytmy uczace sieci
samoorganizacyjnej poprzez konkurencje neuronéw w
zastosowaniach  prognostycznych  profilu  obcigzenia
elektroenergetycznego. W pierwszej kolejnosci poréwnano
jakos¢ czterech algorytméw samoorganizacji pod wzgledem
bfedu kwantyzacji w odwzorowaniu obcigzeh 24-godzinnych
w matym systemie elektroenergetycznym. Najmniejszym
btedem kwantyzacji odznaczata sie metoda CWTA, zas
najwiekszy btad kwantyzacji wystepuje przy uzyciu metody
WTA. Bardzo zblizona warto$¢ btedu kwantyzacji wzgledem
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algorytmu CWTA wystepuje dla metody gazu neuronowego
WTM.

Do potrzeb prognozowania profili obcigzen uzyty zostat
najlepszy algorytm CWTA. Wiasciwa prognoza obcigzen
oparta zostata o analize liczby zwyciestw poszczegodlnych
neuronéw w przesziosci dla okreslonego dnia tygodnia i
miesigca. Liczba zwyciestw neuronu i-tego przektada sie
bezposrednio na uzyskany wektor profilowy, bedacy
efektem prognozy. Wyniki numeryczne eksperymentéw
zostaty zaprezentowane w postaci btedu MAPE dla
poszczegdlnych dni tygodnia z okresu 2 lat poddanych
testowaniu. Btad $redni MAPE obcigzehh w najgorszym
przypadku (niedziela, dane testujgce z 2 ostatnich lat)
osiggngt wartos¢ 5,18%. Najlepszy wynik statystyczny
uzyskano dla czwartku, dla ktérego btgd MAPE wyniost
1,84%. Sredni wynik prognozy liczony dla wszystkich dni
tygodnia wyniést 3.44%.

Zaletg metody jest tatwa mozliwos¢ jej przystosowania
do prognozowania $rednioterminowego (z wyprzedzeniem
liczonym w tygodniach i miesigcach) Ilub nawet
dtugoterminowego (z wyprzedzeniem liczonym w latach).
Wynika to z faktu, ze prognoza profilu jest niezalezna od
wyprzedzenia i moze byC¢ przeprowadzona z dowolnym
wyprzedzeniem. O dokladnosci prognozy decydowaé
bedzie wowczas prognoza wartosci S$rednich obcigzen
dziennych, ktére z roku na rok mogg podlegac istotnym
zmianom.
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